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Zusammenfassung 

Statistische Klassifikationstechniken in Verbindung mit GIS wurden in der Vergangenheit 
erfolgreich für die Aufgabe der Erkennung von Gebieten eingesetzt, die durch gravitative 
Massenbewegungen gefährdet sind. Neue Methoden der Mustererkennung ermöglichen 
dabei eine im Vergleich zu traditionell verwendeten Verfahren höhere Klassifikationsleis-
tung. Am Beispiel alpiner Untersuchungsgebiete wird die Klassifikationsleistung mehrerer 
traditioneller und neuer Methoden verglichen. Als neues Verfahren wird dabei – neben der 
SVM – erstmalig das Gauss-Prozess-Modell eingesetzt. Es wird gezeigt, wie diese Verfah-
ren für eine automatisierte Erstellung von Gefährdungskarten verwendet werden, die als 
Entscheidungsgrundlage für Risikoanalysen herangezogen werden können.  

1 Einführung  

Gravitative Massenbewegungen, welche aus einer durch Schwerkraft verursachten Bewe-
gung von großen Fels-, Erd- und Wassermassen resultieren – einschließlich unterschiedli-
cher Typen von Bergstürzen, Erdrutschen, Muren und Lawinen – sind verantwortlich für 
einen erheblichen Teil von in bewohnten Berggebieten durch Naturereignisse verursachten 
Schäden. Gemäß Statistiken der International Disaster Database (EM-DAT) waren in den 
letzten 50 Jahren in Österreich mehr als 10.000 Menschen durch Auswirkungen von gravi-
tativen Massenbewegungen betroffen. Damit zählt dieser Typ Naturereignis zu den potenti-
ell verheerendsten in diesem Teil Europas und wird darin nur durch Flutereignisse übertrof-
fen (EM-DAT 2007). Ein wichtiger Grund für das verstärkte Auftreten von Naturkatastro-
phen im Allgemeinen spielen Veränderungen der globalen klimatischen Bedingungen: So 
wurden beispielsweise allein im Bundesland Vorarlberg in Folge schwerer Niederschlags-
perioden im Winter und Frühjahr 1999 und Sommer 2000 mehr als 250 Lawinen, Erdrut-
sche und andere Hangbewegungen registriert, mit geschätzten Schäden in Höhe von 180 
Millionen €1. 

Statistische Klassifikationstechniken aus den Gebieten der multivariaten Statistik und Mus-
tererkennung wurden in der Vergangenheit erfolgreich für die Aufgabe der Klassifikation 
von durch gravitative Massenbewegungen gefährdeten Gebieten eingesetzt.  

                                                           

1 http://www.vlr.gv.at/vorarlberg/finanzen_abgaben/finanzen/landesbudget/ 

weitereinformationen/rechnungsabschluesse/rechnungsabschluss2005.htm  
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Neue Verfahren erreichen dabei Erkennungsraten von über 80%, und sind damit in der 
Lage, die meisten gefährdeten Gebiete als solche zu erkennen.  

Ein Vorteil des Einsatzes statistischer Klassifikationstechniken ist, dass sie relativ einfach 
in Standard-Software umgesetzt werden können. In Kombination mit traditioneller GIS-
Technik kann der Prozess der Erstellung von Gefährdungskarten automatisiert werden, was 
den dazu notwendigen Zeit- und Arbeitsaufwand deutlich verringert. 

2 Klassifikation 

2.1 Die Klassifikationsaufgabe 

Das Ziel der Klassifikation kann als die Konstruktion einer Abbildung von einer Menge 
von Objekten X in eine Menge von Klassen C auf Basis bestimmter Charakteristika der 
Objekte X verstanden werden. Formaler ausgedrückt bedeutet das: Gegeben ein parametri-
sches oder nicht-parametrisches Modell M und eine Menge von Objekten xi mit bekannten 
Klassenzugehörigkeiten ti: 

}...1|),{(:1 NitxT ii == 2,  

besteht die Aufgabe der Klassifikation darin, eine Abbildung CXh →:ˆ  auf Basis der 

Werte von Charakteristika iθ
r

 zu finden, die verwendet werden kann, um, gegeben ein 

unbekanntes Objekt XxN ∈+1 die korrekte Klassenzugehörigkeit CtN ∈+1 zurückzuge-

ben. Dabei wird M häufig als der Klassifikator, iθ
r

 als der Merkmalsvektor, und T1 als das 

Trainingsset bezeichnet. 

Da im Allgemeinen XT ⊂1  (das Trainingsset T1 enthält nur einen Teil der möglichen 

Objekte xi), ist die konstruierte Abbildung ĥ eine Annäherung an eine hypothetische „voll-
ständige“ Abbildung h, und statistischen Einschränkungen unterworfen. Ein entscheidender  
Faktor für die Klassifikationsgüte von M ist damit die Größe von T1. Weitere wesentliche 

Faktoren sind die Auswahl der Merkmale iθ
r

 – einschließlich ihrer Anzahl und Kodierung 

– und das Ausmaß der Ähnlichkeit ihrer Ausprägungen in T1 und einem Testset T2. 

2.2 Klassifikation der Gefährdung durch gravitative Massenbewegungen 

Die Klassifikation der Gefährdung durch gravitative Massenbewegungen erfolgt auf Basis 
von Rasterkarten, welche die für die Klassifikation notwendigen Daten beinhalten. Die 

Objekte xi werden hierbei als Punkte repräsentiert, deren Merkmalsvektoren iθ
r

 durch die 

Ausprägungen der zugehörigen Elemente (Pixel) auf einem Satz von m thematischen Kar-
ten einheitlicher Größe und Auflösung gegeben sind.  

                                                           

2 CtXx ii ∈∈ ,  
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Im einfachsten Fall kann die Klassifikation der Gefährdung durch gravitative Massenbewe-
gungen – für einen bestimmten Typ Massenbewegung – als Spezialfall der binären Klassi-
fikation betrachtet werden. In diesem Fall ist C auf zwei Klassen beschränkt – d.h., gefähr-
det und nicht gefährdet –, und die Zuordnung xi zu ti ist mit ti=1 respektive ti=0 für jeden 
Punkt xi gegeben.  

3 Daten 

3.1 Untersuchungsgebiete 

Für den Vergleich der Klassifikatoren wurden drei Untersuchungsgebiete aus dem Bundes-
land Vorarlberg ausgesucht. Daten zu den Untersuchungsgebieten stammen aus Arbeiten 
im Rahmen des Projekts “Georisikokarte”, durchgeführt vom Geologischen Institut der 
Universität Karlsruhe (TH), in Zusammenarbeit mit der Landesregierung Vorarlberg (Ruff 
2005). Die drei Untersuchungsgebiete sind: Hochtannberg (HTB), eine Region mit der 
Fläche von 114 km² an der östlichen Grenze von Vorarlberg, Walgau (WAL), mit einer 
Fläche von 105 km², und das Walsertal (WST), mit 147 km². (Abb. 2) 

3.2 Vorverarbeitung 

Die Rohdaten, verfügbar für das Gebiet von Vorarlberg, umfassen ein digitales Höhenli-
nienmodell (DEM, Auflösung 5m), topographische, geologische und geotechnische Karten 
(Quelle: Landesvermessungsamt Vorarlberg), sowie Daten zur Bodenbedeckung (Quelle: 
Umweltbundesamt GmbH, Wien).  

Das DEM wurde für die Ableitung unterschiedlicher morphometrischer Merkmale verwen-
det, einschließlich Höhe, Neigung, Wölbung, Hangorientierung und Flussakkumulation. 
Daten zur Geologie und Tektonik von Vorarlberg basieren auf der geologischen Karte von 
R. Oberhauser (Geologische Bundesanstalt Wien) mit einer Skala von 1:100.000. Vektor-
daten, die die Geologie von Vorarlberg beschreiben, wurden für die Erstellung einer Ras-
terkarte mit Auflösung von 25m/ Pixel verwendet. Als weiteres Merkmal wurde für jeden 
Punkt im Untersuchungsgebiet der kürzeste euklidische Abstand zu einer Bruchlinie be-
rechnet. 

Verfügbare Daten zur Bodenbedeckung entstammen computergestützter visueller Interpre-
tation von Satellitendaten (Landsat 5, TM; vergleichbare Skala: 1:100.000). Die Daten 
beschreiben 12 Ausprägungen für Vorarlberg, darunter bebautes Land, landwirtschaftlich 
genutzte Flächen, Wälder und natürliche Gebiete, Feuchtgebiete und Wasserflächen. 

Für die Verwendung von Klassifikationstechniken wurde für die Konstruktion der Trai-
ningssets auf Ergebnisse des Projekts „Georisikokarte“ zurückgegriffen. Im Kontext des 
Projekts wurden aktive Erdrutsche kartiert und Rutschungsinventare für die Untersu-
chungsgebiete Hochtannberg (107 Erdrutsche mit einer Gesamtfläche von 0,79 km²), Wal-
gau (262 Erdrutsche; 0,62 km²) und das Walsertal (761 Erdrutsche; 3,54 km²) erstellt.  

Im Verlauf der Vorverarbeitung wurden alle Daten, einschließlich der Merkmale und der 
Inventare, in Form von Rasterkarten einheitlicher Größe und Auflösung kodiert. Dabei 
entspricht die Größe der Karten jeweils der Größe des Untersuchungsgebiets, bei einer 
Auflösung von 25m/ Pixel. 
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4 Klassifikationstechniken 

Für die im Abschnitt 2.2 definierte Aufgabe der Klassifikation der Gefährdung durch gravi-
tative Massenbewegungen wurden die folgenden Klassifikationstechniken eingesetzt: Lo-
gistische Regression (mit und ohne Parameterelimination), das Gauss-Prozess-Modell, und 
die SVM. Für jedes Untersuchungsgebiet k wurde jeder Klassifikator auf einem Trainings-
set Tk:={(xi,ti), i=1…Nk} trainiert, bestehend aus einer Menge von Pixeln xi, jeweils mit 
Merkmalsvektor φφφφi, und dem Indikator der Klassenzugehörigkeit ti. 

Alle Berechnungen wurden mit Hilfe der freien Statistik-Software R3 durchgeführt. Als 
zusätzliche Pakete wurden MASS, nnet und kernlab verwendet. 

4.1 Logistische Regression 

Logistische Regression wurde in der Vergangenheit häufig für die Aufgabe der Klassifika-
tion der Gefährdung durch gravitative Massenbewegungen eingesetzt (Atkinson 1998; 
Gorsevski 2000; Ohlmacher 2003). Der Grund dafür ist, dass die logistische Regression 
mehrere erwünschte Eigenschaften aufweist, darunter konzeptuelle Einfachheit, Interpre-
tierbarkeit der Modellparameter vor einem wahrscheinlichkeitstheoretischen Hintergrund, 
und eine adäquate Klassifikationsleistung im Fall einfacher Aufgaben. Ein weiterer Grund 
ist, dass die logistische Regression gut für den Einsatz effizienter und robuster Optimie-
rungsverfahren geeignet ist, was sie zu einem der effizienteren Verfahren macht. 

Das Verfahren wird im Allgemeinen im Rahmen einer automatischen Modellauswahl-
Prozedur eingesetzt. Diese zielt darauf ab, die Größe des Parameterraums zu reduzieren, um 
Overfitting zu vermeiden, definiert als Überanpassung überzähliger freier Parameter an das 
Trainingsset. Indem im Rahmen der Prozedur zunächst insignifikante oder nicht-
informative Parameter entfernt werden, kann diese als eine operationale Methode verwen-
det werden, um eine Menge von Merkmalen auszuwählen, die als geeignete(re) Prädiktoren 
für die Klassenzugehörigkeit interpretiert werden können.  

Im Fall der logistischen Regression entspricht das Training der Optimierung der Likeli-
hood-Funktion p(t|φφφφ) auf dem Trainingsset. Um den optimalen Wert für den Parametervek-
tor w zu finden, wird dabei im Allgemeinen ein effizientes iteratives Optimierungsverfah-
ren höherer Ordnung eingesetzt. Im Fall der verwendeten Funktionen glm und multinom 
(Paket nnet) sind das IWLS (Newton-Raphson) respektive BFGS. 

Im Fall der schrittweisen logistischen Regression wurde für die Modellauswahl das Akaike 
Information Criterion (AIC) verwendet, mit der Methode stepAIC (Paket MASS). 

4.2 Gauss-Prozess-Modell 

Gauss-Prozess-Modelle sind eine Klasse nicht-parametrischer Regressions- und Klassifika-
tionsmodelle, die vor kurzem in den Gebieten der Mustererkennung und des Maschinellen 
Lernens eingeführt wurden (Williams 1995; MacKay 1998; Williams 1998).  

                                                           
3 R: A language and environment for Statistical Computing, the R Development core team,  

  R Foundation for Statistical Computing, Vienna, Austria, http://www.r-project.com 
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Aus methodologischer Sicht sind Gauss-Prozess-Modelle interessant, da sie sich auf natür-
liche Weise aus einer Bayess’schen Sicht auf Inferenz ergeben, wobei sie auf das Konzept 
einer Kernelfunktion (Kovarianzfunktion) zurückgreifen. Der Kernel ermöglicht es, das 
Modell als eine Funktion der Elemente des Traininggsets zu formulieren, wodurch auf 
direkte Weise Abhängigkeiten zwischen Elementen abgebildet werden können. Zugleich 
verleiht die Kernelfunktion dem Modell eine hohe Flexibilität im Hinblick auf die Formu-
lierung der Ähnlichkeit zwischen Elementen des Trainingssets, was das Spektrum der po-
tentiellen Anwendungen erhöht. 

Im Fall der Klassifikation ist die prädiktive Verteilung für die Klassenzugehörigkeit tN+1 
eines neuen Datenelementes xN+1, gegeben ein auf dem Trainingsset T1={(xi, ti) | i=1…N} 
trainiertes Modell: 

11111 )|()|1()|1( +++++ === ∫ NNNNN dytypytpttp
rr

 (1) 

 

mit p(tN+1=1|yN+1)=σ(yN+1), der logistischen Sigmoidfunktion an der Stelle yN+1. 

Da die a posteriori-Wahrscheinlichkeit p(yN+1|t) keine Gauss’sche Verteilung ist, lässt sich 
(1) analytisch nicht auswerten, und muss in Annäherung berechnet werden. Hierfür existie-
ren unterschiedliche Ansätze, die allgemein in analytische und stochastische eingeteilt 
werden können. In dieser Arbeit wird die Laplace’sche Annäherung verwendet, um eine 
Gauss’sche Form für p(yN+1|t) zu erhalten, mit den Ergebnissen für die Momente: 

)()|( 1 σ
rrrr

−=+ tktyE T

N  (2) 
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N
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Mit k einem Vektor von Werten einer positiven, symmetrischen Kernelfunktion k, berech-
net auf der Menge der Tupel {(xi, xN+1)|i=1…N}4, σσσσ einem Vektor mit den Elementen σ(yi), 
c dem Wert von k auf (xN+1, xN+1), W einer N-dimensionalen Diagonalmatrix mit Elemen-
ten σ(yi)(1-σ(yi)), und C der N-dimensionalen Kovarianzmatrix des Gauss’schen Prozesses 
y(x), äquivalent zur Gram-Matrix des Kernels k. 

Unter Zuhilfenahme einer Annäherung an die Faltung einer Sigmoidfunktion mit einer 
Gauss’schen Verteilung kann (1) berechnet werden (Bishop 2006): 

))|())|((()|1( 111 tyEtyVarttp NNN

rrr

+++ ≅= κσ  (4) 

 

mit 

                                                           

4 Um die Notation zu vereinfachen, wird im Folgenden xi für φφφφi verwendet. 
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Regression mit Gauss-Prozess-Modellen wurde für unterschiedliche Aufgaben mit guten 
Ergebnissen durchgeführt, darunter für die Vorhersage chemischer Eigenschaften von Mo-
lekülen, bis zu Lokalisierung von Funkknoten. Ein äquivalentes Modell auf dem Gebiet der 
Geostatistik ist Kriging (Cressie 1993), das als Standardtechnik für Interpolation im zwei- 
und dreidimensionalen Raum verwendet wird.  

In R ist das Gauss-Prozess-Modell für Regression und Klassifikation als Teil des Pakets 
kernlab (Karatzoglou 2004) in der Methode gausspr umgesetzt. Als Kernel wurde der 
Gauss’sche Kernel rbfdot verwendet, in der funktionalen Form 

)2/||'||( 22

)',( σxxexxk
rrrr −−=  

(6) 

Im Rahmen des Trainings wurde der Hyperparameter σ mit Hilfe der in kernlab verfügba-
ren Routine sigest geschätzt. 

4.3 SVM 

Die Support Vector Machine (Cortes 1995; Vapnik 1998) wurde in den 1990er Jahren als 
eine neue Methode für Klassifikation und Regression eingeführt. Wie die Gauss-Prozess-
Modelle gehört die SVM zu der Klasse der Kernel-Methoden, d.h., das Modell kann als 
eine Funktion eines symmetrischen, positiv semi-definititen Kernels k(x, x’) formuliert 
werden, berechnet auf der Menge der Tupel {(xi, x’i)|i=1…N}. Der Entwurf der SVM ver-
leiht dem Modell mehrere vorteilhafte Eigenschaften, die es zu einem hervorragenden 
Werkzeug für die Klassifikation machen.  

Eine solche Eigenschaft ist, dass das Training im Fall der SVM der Lösung eines konvexen 
Optimierungsproblems entspricht. Als Folge resultiert die Trainingsprozedur in einem glo-
balen Optimum.  

Ein wichtiger Unterschied zwischen der SVM und dem einfachen linearen Modell ist die 
Einführung des Konzepts des Rands, definiert als der orthogonale Abstand der Elemente 
des Trainingssets zur trennenden Hyperebene im Merkmalsraum. Die Trainingsprozedur 
der SVM zielt auf die Maximierung des Rands, was zu einer optimalen Trennung der Klas-
sen führt. Diese Eigenschaft verleiht dem Modell eine verbesserte Generalisierungsfähig-
keit im Hinblick auf ungesehene (Test-)Daten. 

Eine weitere Eigenschaft, die in einer verbesserten Generalisierungsfähigkeit der SVM 
resultiert, ist die Einführung eines „weichen“ Rands („soft“ margin). Mit dieser Eigenschaft 
ist die SVM in der Lage, Fehler in der Klassifikation einzelner Elemente des Trainingssets 
zu machen. Aufgrund dieser Eigenschaft ist die SVM weniger empfindlich im Bezug auf 
Ausreißer im Trainingsset, wodurch die Gefahr von Overfitting vermindert wird. 

In der dualen Formulierung lässt sich die SVM als Funktion der Kernelfunktion k ausdrü-
cken, die als inneres Produkt in einem Merkmalsraum interpretiert werden kann. Dabei ist 
keine explizite Angabe der Abbildung der Elemente des Trainingssets in den Merkmals-
raum erforderlich.  
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Aus diesem Grund ist es möglich, die (lineare) Kernelfunktion durch eine andere Kernel-
funktion zu ersetzen, um die Elemente des Trainingssets in einem anderen (im Allgemeinen 
höherdimensionalen) Merkmalsraum zu trennen. Die Technik (häufig als „Kernel-Trick“ 
bezeichnet) wird insbesondere dann verwendet, wenn eine lineare Trennung im ursprüngli-
chen Raum nicht möglich ist. 

SVM-Implementierungen sind in R in mehreren Paketen verfügbar. In dieser Arbeit wurde 
die Methode ksvm in kernlab verwendet, in der Variante C-SVM. Wie im Fall des Gauss-
Prozess-Modells wurde der Gauss’sche Kernel rbfdot verwendet, wobei der Hyperparame-
ter σ mittels sigest geschätzt wurde. 

5 Ergebnisse 

5.1 Vorverarbeitung 

Für die Aufgabe der Klassifikation der Gefährdung durch gravitative Massenbewegungen 
wurden die in Abschnitt 4 beschriebenen Klassifikatoren am Beispiel unterschiedlicher 
Untersuchungsgebiete verwendet. Dabei wurde jedes Modell im Rahmen einer 5-fachen 
Kreuzvalidierung-Prozedur auf Datensätzen trainiert, die jeweils zu 50% aus „gefährdeten“ 
(zu einem gefährdeten Gebiet gehörenden) und „nicht-gefährdeten“ Punkten bestanden, und 
auf einem ungesehenen Datensatz getestet. Um den Einfluss der Größe der Trainingssets 
auf die Klassifikationsleistung zu bestimmen, wurde für jedes Untersuchungsgebiet eine 
Menge von Trainingssets unterschiedlicher Größe verwendet. 

Für jeden Datensatz wurde als Eingabe eine Menge von m thematischen Karten verwendet, 
darunter morphometrische Daten (Höhe, Neigung, Wölbung und Orientierung), Geologie, 
Bodenbedeckung, Flussakkumulation und euklidischer Abstand zu Bruchlinien. Die Daten 
wurden mit Hilfe von GIS-Standardtechniken aus einem DEM, einer geologischen Karte, 
einer geotechnischen Karte und einer Bodenbedeckung-Karte abgeleitet. Im Verlauf der 
weiteren Vorverarbeitung wurden reellwertige Merkmale standardisiert. Nicht-
kontinuierliche Merkmale (Hangorientierung, Geologie und Bodenbedeckung) wurden 
binär kodiert. 

Im Fall des dritten Untersuchungsgebiets (WST) wurde der Datensatz, bestehend aus 11270 
Punkten, in zwei Datensätze (grob) gleicher Größe aufgeteilt, der Nord- und Südhälfte des 
Gebiets entsprechend. Die Größe aller Datensätze, die Anzahl kodierter Merkmale und die 
Größe des Gebietes ist in Tabelle 1 zusammengefasst. 

Unter-

suchungsgebiet 

 

Trainings-

set [Pixel] 

# Merkmale Gefährdet  

[Pixel] 

Nicht-

gefährdet 

[Pixel] 

Gefährdet/ 

Nicht-Gefährdet 

HTB 2400 59 1200 176277 0.0067 
WAL 1960 61 980 166235 0.0058 
WST_N 4950 60 2475 117592 0.0206 
WST_S 6320 51 3160 110938 0.0276 

Tabelle 1: Untersuchungsgebiete/ Trainingsdaten 

5.2 Klassifikationsleistung 

Eine Zusammenfassung der Ergebnisse (Tabelle 2-5) zeigt, dass beide Kerneltechniken die 
logistische Regression (mit und ohne Parameterelimination) konsistent übertreffen.  



Dominik Gallus, Wassilios Kazakos 
 

8

Dies ist der Fall für alle Kombinationen von betrachtetem Untersuchungsgebiet und Größe 
des verwendeten Trainingssets. 

Die SVM zeigt die besten Ergebnisse insgesamt, und erreicht eine Klassifikationsleistung 
von mehr als 80% in drei von vier Fällen, mit dem besten Ergebnis (84,5%) auf dem dritten 
Datensatz maximaler Größe (Tabelle 4). Gauss-Prozess-Modelle zeigen eine vergleichbare 
Leistung, im Durchschnitt nicht mehr als 2% unter der Leistung der SVM. 

Umgekehrt führt die Verwendung der logistischen Regression zu Ergebnissen, die das Ver-
fahren im Vergleich zu den Kerneltechniken als ungünstig erscheinen lassen. Der Unter-
schied in der Klassifikationsleistung reicht von 4,5% im besten (Tabelle 3) bis zu 12.2% im 
schlechtesten Fall (Tabelle 2).  

Klassifikator  Klassifikationsfehler/ Testset [%] 

 Größe 

Trainingsset 

[Pixel] 

1920 960 480 240 

Glm  33.5 34.5 35.1 35.4 
Glm_stepAIC  32.3 33.5 34.4 35.2 
Gausspr  23.2 25.2 27.7 29.2 
Ksvm  21.3 23.8 25.5 27.6 

Tabelle 2: Klassifikationsleistung für Untersuchungsgebiet 1 (HTB) 

 

Klassifikator  Klassifikationsfehler/ Testset [%] 

 Größe 

Trainingsset 

[Pixel] 

1568 784 392 194 

Glm  24.3 24.8 25.1 30.2 
Glm_stepAIC  24.1 24.6 25.8 31.4 
Gausspr  21.8 22.3 23.6 25.4 
Ksvm  19.8 21.2 21.7 25.7 

Tabelle 3: Klassifikationsleistung für Untersuchungsgebiet 2 (WAL) 

 

Klassifikator  Klassifikationsfehler/ Testset [%] 

 Größe 

Trainingsset 

[Pixel] 

3960 1980 990 495 

Glm  25.2 25.6 25.2 26.4 
Glm_stepAIC  25.3 25.6 25.3* 27.1 
Gausspr  17.5 19.7 21.2 24.7 
Ksvm  15.5 19.8 21.9 24.3 

Tabelle 4: Klassifikationsleistung für Untersuchungsgebiet 3a (WST_N) 

 

Klassifikator  Klassifikationsfehler/ Testset [%] 

 Größe 

Trainingsset 

[Pixel] 

5056 2528 1264 632 

Glm  25.6 25.8 26.3 26.1* 
Glm_stepAIC  26 26 26.6 26.8 
Gausspr  20.8 21.8 22.8 24.3 
Ksvm  19.9 20.7 21.8 22.8 

Tabelle 5: Klassifikationsleistung für Untersuchungsgebiet 3b (WST_S) 
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Die schlechtere Klassifikationsleistung der logistischen Regression kann durch die relative 
Einfachheit des Modells erklärt werden, welches die in den Verteilungen der Merkmale 
inhärenten (nicht-linearen) Abhängigkeiten nicht adäquat abbilden kann. Zusätzlich ist die 
schlechtere Generalisierungsfähigkeit der logistischen Regression durch das Fehlen eines 
eingebauten Regularisierungsmechanismus erklärbar.  

Im Gegensatz zur logistischen Regression liegt den Kerneltechniken eine direkte Abbildung 
der Abhängigkeit der Elemente des Trainingssets mittels der Kernel/ Kovarianzfunktion 
zugrunde. Beide Kernelfunktionen weisen dabei eine im Vergleich zur logistischen Regres-
sion (in beiden Varianten) verbesserte Generalisierungsfähigkeit auf, die durch eine höhere 
Flexibilität in der Repräsentation der Merkmale (im transformierten Merkmalsraum) und 
eine eingebaute Regularisierung erklärbar ist. Die SVM insbesondere verfügt über eine gute 
Generalisierungsfähigkeit, die im Entwurf der Technik begründet ist. Das Gauss-Prozess-
Modell verfügt über einen eingebauten Regulierungsmechanismus durch den Gauss-
Prozess-Prior, eine Gauss’sche Verteilung mit Erwartungswert 0 und Kovarianzmatrix K. 

5.3 Gefährdungskarten 

Als Ergebnis der Klassifikation wurden für die Untersuchungsgebiete Hochtannberg, Wal-
gau und Walsertal Gefährdungskarten erstellt. Dabei erfolgte für jedes Gebiet die Klassifi-
kation aller Punkte mit dem besten Klassifikator, der auf dem jeweils maximalen Trai-
ningsset trainiert wurde. Die Gefährdungskarten wurden als achromatische 8-bit Raster 
erstellt, mit dem Wert der Sigmoidfunktion (im Fall der logistischen Regression), bzw. dem 
Wert einer an den Modelloutput angepassten Sigmoidfunktion, multipliziert mit dem ma-
ximalen 8-bit-Wert. Um eine Weiterverarbeitung mit Hilfe von GIS zu ermöglichen, wur-
den die Gefährdungskarten mit Hilfe des Pakets rgdal in unterschiedlichen Formaten ex-
portiert, einschließlich PNG, TIFF und ArcInfo Grid. Abbildungen 1-3 zeigen (invertierte) 
Gefährdungskarten für HTB, WAL und WST: 

 

   

Abbildung 1:  

Gefährdungskarte 

Hochtannberg  

Abbildung 2:  

Gefährdungskarte  

Walgau 

Abbildung 3:  

Gefährdungskarte  

Walsertal  
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6 Integration der Klassifikation in das Desktop-GIS disy GISterm 

Um die in den Gefährdungskarten enthaltene Information zu nutzen, sollte die in Abschnitt 
2.1 definierte Klassifikationsprozedur direkt aus einem Desktop-GIS heraus aufgerufen  
werden können, da sich der Entscheider üblicherweise in diesem Umfeld bewegt. Hierzu ist 
es notwendig, die benötigten Funktionen in die Oberfläche des Desktop-GIS zu integrieren. 
Im Rahmen weiterer Arbeiten ist eine Einbindung der Funktionalität von R als Server-
Dienst geplant, der von dem Desktop-GIS flexibel genutzt werden kann, einschließlich 
entfernter Methodenaufrufe, Authentifizierung und Datentransfer. Eine Möglichkeit hierzu 
bietet Rserve (Urbanek 2003), das einen plattformunabhängigen Zugriff auf R erlaubt. 
Zusätzlich ist clientseitig die Implementierung eines Plugin (Java) für das Desktop-GIS 
disy GISterm vorgesehen, das die Steuerung des Prozesses aus dem Desktop-GIS heraus 
ermöglicht. Abbildung 4 zeigt ein Ergebnis der Klassifikation in GISterm. Es ist geplant, 
die Steuerung des Prozesses in späteren Phasen des Projekts EgIfF zu realisieren. 

 

 

Abbildung 4: Klassifikationsergebnis in disy GISterm 
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